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Abstract 

The classification of diseases on strawberry leaves is interesting and important 

in agriculture . It can help enhance the efficiency of disease management and 

pesticide management for diseases such as leaf spot, leaf blight, and powdery 

mildew. The photographs need to be clear because each disease on the strawberry 

leaves has distinct characteristics . This article proposes a method to improve the 

efficiency of strawberry leaf disease classification with Convolutional Neural Networks 

(CNNs), using the Haar wavelet for image enhancement . A total of 2,192 images of 

strawberry leaves were used, and the results were compared with images that did 

not use the Haar wavelet method. Training is conducted for 300 and 500 epochs. The 

experimental results showed that the proposed method increased accuracy from 

94.61% to 96.08% and the F1-Score from 94.89% to 96.33% for 300 epochs, using     

a processing time of 36 minutes, and from 95 .59% to 97.44% and the F1-Score from 

95.65% to 97.63% for 500 epochs, using a processing time of 62 minutes. 

 Keywords: Convolutional neural network; Haar wavelet; Data augmentation; Leaf 

spot; Leaf scorch; Powdery mildew 
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บทคัดย่อ 

วิธีการจ าแนกเพ่ือตรวจสอบโรคบนใบสตรอเบอรี่เป็นเรื่องที่น่าสนใจและมีความส าคัญในด้าน

การเกษตร ซึ่งสามารถช่วยเพิ่มประสิทธิภาพในการจัดการโรคและสารป้องกันก าจัดศัตรูพืช เช่น    

โรคจุดตานก โรคใบไหม้และโรคราแป้ง ภาพถ่ายจึงต้องมีความคมชัดเพราะแต่ละโรคบนใบสตรอเบอรี่

มีลักษณะที่แตกต่างกัน บทความนี้เสนอวิธีการปรับปรุงประสิทธิภาพการจ าแนกภาพใบสตรอเบอรี่

ด้วยโครงข่ายคอนโวลูชันส าหรับการจ าแนกโรคบนใบสตรอเบอรี่ โดยใช้วิธีฮาร์เวฟเล็ตส าหรับการ

ปรับปรุงภาพ ใช้ภาพใบสตรอเบอรี่ทั้งหมดจ านวน 2,192 ภาพ เปรียบเทียบกับภาพที่ไม่ใช้วิธีฮาร์เวฟ

เล็ตท าการฝึกสอน 300 และ 500 รอบ ผลการทดลองพบว่าวิธีที่น าเสนอเพิ่มประสิทธิความแม่นย า

สูงขึ้นในการฝึกสอน 300 รอบ จากร้อยละ 94.61 เป็นร้อยละ 96.08 และค่า F1-Score จากร้อยละ 

94.89 เพิ่มเป็นร้อยละ 96.33  ใช้เวลาในการประมวลผล 36 นาทีและในการฝึกสอน 500 รอบ จาก

ร้อยละ 95.59 เป็นร้อยละ 97.44 และ F1-Score จากร้อยละ 95.65 เพ่ิมเป็นร้อยละ 97.63 ใช้เวลา

ประมวลผล 62 นาที 

 

ค ำส ำคัญ : โครงข่ายคอนโวลูชัน; วธิีฮาร์เวฟเล็ต; โรคจุดตานก; โรคใบไหม;้ โรคราแป้ง   

 

1. บทน า 

โรคที ่เกิดขึ ้นกับใบของต้นสตรอเบอรี ่เป็นอีกหนึ ่งปัญหาที ่มีความส าคัญอย่างมากใน

อุตสาหกรรมเกษตร เพราะจะส่งผลกระทบต่อผลผลิต ซึ่งแนวทางในการแก้ไขปัญหานี้สามารถใช้

วิธีการจ าแนกภาพอาการของโรคและปัจจุบันมีการน าเอาวิธีการเรียนรู้เชิงลึก (Deep learning) มาใช้

กันอย่างแพร่หลาย โดยประสิทธิภาพในการจ าแนกและความแม่นย าจะขึ้นอยู่กับจ านวนของข้อมูล

และความคมชัดของภาพ การปรับปรุงคุณภาพของภาพจึงเป็นอีกขั้นตอนที่ส าคัญเพื่อให้สามารถ

จ าแนกโรคได้อย่างแม่นย าและมีประสิทธิภาพ 

การเรียนรู้เชิงลึกโดยใช้โครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolution Neural 

Networks : CNNs) (Y. Lecun, et al., 2019) ได้รับความนิยมเป็นอย่างมากส าหรับการน ามาใช้ใน

การจ าแนกโรคบนใบพืช (Andre da Silva Abade, et al., 2019 ; M. I. Dinata, 2021 ; ภานุวัฒน์ 

เมฆะ และคณะ, 2566 ; A. D. Ermolaev, 2024) ซึ่งมีความแตกต่างกันทั้งในด้านของการปรับแต่ง

สถาปัตยกรรมที่ออกแบบส าหรับชุดข้อมูลตามความเหมาะสมในด้านประสิทธิภาพ จ านวนข้อมูลและ
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ความคมชัดของภาพ เพื่อให้สถาปัตยกรรมสามารถสกัดคุณลักษณะ (Feature extraction) ที่ได้

ผลลัพธ์ที่ดี มีความแม่นย าสูงส าหรับการจ าแนกโดย นัศพ์ชาณัณ ชินปัญช์ธนะ (2566) รายงานว่าการ

ใช้โครงข่ายประสาทเทียมแบบคอนโวลูชันเพื่อจ าแนกโรคใบมะเขือเทศได้ค่าความถูกต้องที่ร้อยละ 

87.96% ซึ่งจะเห็นได้ว่าการน าโครงข่ายประสาทเทียมแบบคอนโวลูชันได้รับความนิยมเป็นอย่างมาก 

ในการน ามาจ าแนกภาพ เพราะมีความสามารถในการเรียนรู้คุณลักษณะของภาพ 

การปรับปรุงภาพ (Image Enhancement) มีอยู่หลายวิธีด้วยกันซึ่งก็ขึ้นอยู่กับการน าไป

ประยุกต์ใช้งานเพื ่อเพิ ่มประสิทธิภาพในการเรียนรู้ Wiangsamut, et al. (2017) เสนอวิธีการ

ปรับปรุงคุณภาพภาพลายนิ้วมือที่ถ่ายด้วยเครื่องสแกนเพื่อให้การตรวจสอบลายนิ้วมือมีความแมน่ย า

ยิ่งขึ้น โดยใช้วิธี Short Time Fourier Transform (STFT) และตัวกรองกาเบอร (Gabor filtering) 

วิธีการนี้สามารถลดสัญญาณรบกวนและเพ่ิมความคมชัดของลายนิ้วมือได้ Akira Taguchi (2017) ท า

การส ารวจการปรับปรุงภาพสี โดยเน้นการปรับปรุงภาพให้มีความคมชัดและสีสันที่สวยงาม มีการใช้

เทคนิคต่าง ๆ เช่น Histogram Equalization, Gamma Correction และ Retinex Algorithm เพ่ือ

ปรับปรุงคุณภาพของภาพสี ผลที่ได้สามารถท าให้ภาพสีมีคุณภาพสูงขึ้นและเป็นเป็นประโยชน์ใน

หลายสาขา เช่น การแพทย์ การบันเทิง และการสื่อสาร ซึ่งต้องการภาพที่มีความคมชัดและสีสันที่

ถูกต้อง Sripuangsuwan, et al. (2024) เสนอเทคนิคการปรับปรุงภาพโดยการแบ่งส่วนฮิสโตแกรม

โดยใช้ค่าสูงสุดในพื้นที่เฉพาะ (Local maxima) ประกอบด้วยการวิเคราะห์ฮิสโตแกรมของภาพเพ่ือ

หาจุดที่มีค่าสูงสุดในแต่ละส่วน จากนั้นใช้ข้อมูลเหล่านี้ในการปรับปรุงภาพให้มีความชัดเจนและความ

ละเอียดสูงขึ้น จะเห็นว่าการปรับปรุงภาพมีความส าคัญอย่างมากในการเพิ่มประสิทธิภาพและส่งผล

ให้การจ าแนกภาพมีความแม่นย าและประสิทธิภาพสูงขึ้น 

การประยุกต์ใช้วิธีฮาร์เวฟเล็ตมีนักวิจัยจ านวนมากที่น ามาใช้ในการปรับปรุงข้อมูล เช่น       

R. Lionnie และ M. Alaydrus (2016) เสนอการวิเคราะห์โดยใช้วิธีการแปลงฮาร์เวฟเล็ต เพื่อระบุ

รูปแบบของเส้นผมที่มีลักษณะเด่นทางอินทรีย์ (Androgenic hair pattern recognition) ที่ท า

ลายเส้นผมและเกี ่ยวข้องกับการเสริมสร้างฮอร์โมน O. Y. Fai, et al. (2016) เสนอการใช้ค่า

สัมประสิทธิ์ของคลื่นเวฟเล็ต (Wavelet coefficients) ในการจ าแนกประเภทของภาพเพื่อการ

ควบคุมการตรวจสอบวิดีโอ โดยจะเน้นการวิเคราะห์ภาพจากกล้องโทรทรรศน์เพื่อตรวจจับการ

เคลื่อนไหวหรือเหตุการณ์ที่ส าคัญและ Y. Jusman, et al. (2022) ใช้วิธีการแปลงฮาร์เวฟเล็ตเพ่ือ

ตรวจจับภาพที่เกี่ยวข้องกับ Covid-19 โดยใช้ลักษณะของเนื้อหา (Texture based) ในภาพส าหรับ
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แยกแยะลักษณะเฉพาะของภาพที่เกี่ยวข้องกับโรคและการจ าแนกประเภทของภาพในงานตรวจจับ

ภาพทางการแพทย์ ซึ ่งพบว่าการน าวิธีฮาร์เวฟเล็ตส าหรับการประมวลผลภาพดิจิตอล ( Image 

processing) ให้ผลลัพธ์อยู่ในระดับที่ดีมาก โดยปัญหาที่พบเมื่อน าภาพมาจากหลายแหล่งข้อมูลจะมี

ความแตกต่างกัน เช่น สี แสงและขนาดของภาพ เมื่อน ามาท าการเตรียมความพร้อมของข้อมูล โดย

ท าการปรับขนาดของภาพให้เท่ากันทั้งหมดก่อนน าไปประมวลผลในขั้นตอนต่อไป ภาพที่มีขนาดใหญ่

และแสดงรายละเอียดภายในภาพได้ชัดเจนเมื่อปรับขนาดภาพให้เล็กลงรายละเอียดภายในภาพจะมี

ขนาดเล็กลงตามไปด้วย ซึ่งส่งผลต่อประสิทธิภาพในการจ าแนก (นัศพ์ชาณัณ ชินปัญช์ธนะ, 2566) 

ถึงแม้ว่าปัจจุบันจะมีผู้เสนอการใช้สถาปัตยกรรม YOLOv8 (S. G. E. Brucal. et al., 2023; S. A. A. 

Qadri.et al., 2023) ส าหรับการติดตามและจ าแนกโรคบนใบพืช แต่ด้วยความต้องการทรัพยากรใน

การประมวลผลที่สูงและต้องใช้ข้อมูลการฝึกสอนจ านวนมาก ซึ่งการรวบรวมและสร้างชุดข้อมูลที่

เพียงพอส าหรับการฝึกสอนนั้นอาจใช้เวลามากและมีค่าใช้จ่ายสูง 

จากที่ได้กล่าวไปข้างต้นพบว่าในขั้นตอนการเตรียมข้อมูลจะใช้วิธีการปรับขนาด (Resize) 

ของภาพให้เท่ากันก่อนน าไปประมวลผลซึ่งจะท าให้ภาพสูญเสียรายละเอียดภายในภาพ ดังนั้นเมื่อใช้

วิธีฮาร์เวฟเล็ตส าหรับการปรับปรุงภาพและปรับขนาดภาพสามารถช่วยเพิ่มประสิทธิภาพในการ

จ าแนกโรคบนใบของพืช ในบทความนี้ผู้วิจัยจึงเสนอแนวทางการใช้วิธีฮาร์เวฟเล็ตในการปรับปรุงภาพ

ก่อนที่จะน าไปประมวลผลในโครงข่ายประสาทเทียมแบบคอนโวลูชัน ผลลัพธ์ทีไ่ดจ้ากงานวิจัยนี้อาจมี

ความส าคัญในการพัฒนาเทคโนโลยีทางการเกษตร โดยช่วยเพิ่มความแม่นย าในการตรวจสอบและ

จ าแนกโรคบนใบสตรอเบอรี่ สามารถน าไปประยุกต์ใช้ในการจัดการและวางแผนการดูแลรักษาต้น  

สตรอเบอรีใ่ห้ปลอดจากโรคต่าง ๆ ที่ส่งผลกระทบต่อผลผลิตต่อไป 

 

2. วัตถุประสงค์ของงานวิจัย 

 2.1 เพื่อปรับปรุงคุณภาพของภาพโดยใช้วิธีฮาร์เวฟเล็ตส าหรับเพิ่มประสิทธิภาพในการ

จ าแนกโรคบนใบสตรอเบอรี่ 

 

3. วิธีด าเนินการ 

 งานวิจัยนี้เป็นการประยุกต์ใช้วิธีฮาร์เวฟเล็ตส าหรับปรับปรุงภาพร่วมกับการใช้สถาปัตยกรรม

โครงข่ายประสาทแบบคอนโวลูชัน ส าหรับการฝึกสอน (Training) การทดสอบ (Testing) และการ
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ตรวจสอบ (Validation) ในการจ าแนกโรคบนใบสตรอเบอรี่โดยใช้อุปกรณ์ เครื่องมือและทฤษฎีที่

เกี่ยวข้องดังนี้ 

3.1 อุปกรณ์และเครื่องมือที่ใช้ในงานวิจัย 

  3.1.1 เครื่องคอมพิวเตอร์หน่วยประมวลผลกลาง (CPU) Core-i7 แรม (RAM)     

16 GB และการ์ดจอ (GPU) 4 GB 

 3.1.2 ซอฟท์แวร์ใช้ภาษา Python เวอร์ชัน 3.9, Tensor Flow เวอร์ชัน 2.10.0 

และ Keras เวอร์ชัน 2.10.0 

 

3.2 ชุดข้อมูล (Data set) 

ในการทดลองและทดสอบใช้ชุดข้อมูลภาพจ านวน 4 ชุด ประกอบด้วยชุดข้อมูลภาพใบ     

สตรอเบอรี่ปกติที่ไม่ติดโรค โรคจุดตานก (Leaf spot) โรคใบไหม้ (Bacterial leaf scorch) และโรค

ราแป้ง (Powdery mildew) แต่ละชุดข้อมูลภาพจะมีความแตกต่างกันในด้านความคมชัด แสงสว่าง 

ความละเอียด ขนาดของภาพและจ านวนภาพ โดยใช้ภาพทั้งหมดจ านวน 2,192 ภาพ แสดงตัวอย่าง

ดังภาพที่ 1 
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(ก) ใบสตรอเบอรี่ปกติที่ไม่ติดโรค 

         
(ข) โรคจุดตานก 

         
(ค) โรคใบไหม้ 

         
(ง) โรคราแป้ง 

ภาพที่ 1 ตัวอย่างภาพใบสตรอเบอรี่ ชุดข้อมูลทั้ง 4 ชุด  

 

จากภาพที่ 1 (ก)- (ข) มีขนาดเท่ากัน 256x256 พิกเซล (Nikit Kashyap, 2022) และ     
ภาพที่ 1 (ค) - (ง) มีขนาดเท่ากัน ขนาด 416x416 พิกเซล (Afzaal, et al., 2021) ภาพที่ 1 (ก)      
ใบสตรอเบอรี่ที ่ไม่ติดโรค จะใช้เป็นชุดข้อมูลส าหรับเพิ่มประสิทธิภาพในการทดสอบเพื่อประเมิน
ประสิทธิภาพและความแม่นย าในการจ าแนก เนื่องจากเป็นภาพที่ไม่ปรากฏโรคใด ๆ บนใบสตรอเบอรี่
ซึ่งมีความคล้ายคลึงกับภาพที่ 1 (ง) โรคราแป้ง ซึ่งมีลักษณะเป็นสีขาวหรือสีเทา คล้ายกับราที่ปกคลุม
บนใบหรือใต้ใบสตรอเบอรี่ หากท าการเปรียบเทียบโดยมีบริเวณที่ติดโรคมีขนาดเล็กจะมีความ
ใกล้เคียงเป็นอย่างมากกับใบที่ไม่ติดโรค อีกทั้งเมื่อมีการลดขนาดภาพหรือปรับขนาดของภาพให้มี
ขนาดที่เท่ากันของชุดข้อมูลภาพทั้ง 4 ชุดแล้วนั้น หากรายละเอียดของโรคบนใบสตรอเบอรี่ลดลงก็จะ
ส่งผลกับความแม่นย าในการจ าแนกด้วย 

 



180 

 

( ) ( )

 

/2

/2

2 ( 1) / 2 ( 0.5) / 2 ,
1

   2 ( 0.5) / 2 / 2 ,

0 : 0,1

p p p

p p p

k pq

q z q

h Z h Z q z q
N

otherwise z

        −   −
 

= = − −   
    

3.3 การแปลงฮาร์เวฟเล็ต (Haar wavelet transform)  
การแปลงฮาร์เวฟเล็ต (Gonzalez, R. C., & Woods, R. E, 2008: 474) เป็นวิธีที่ใช้ในการ

แยกสัญญาณเป็นส่วนย่อย ๆ ในการวิเคราะห์ภาพจะท าการแบ่งภาพเป็นส่วนย่อยขนาดเล็กและการ
ปรับปรุงภาพจะด าเนินการโดยการลดระดับสัญญาณรบกวนที่ไม่จ าเป็นออกจากภาพ เพ่ือท าให้ภาพมี
ความชัดเจนมากขึ้น สามารถแสดงได้ในรูปแบบเมทริกซ์ A = HBH  โดยที่ B คือ เมทริกซ์ของภาพ
ขนาดความกว้างและความสูง NxN และ H คือ เมทริกซ์ NxN ของการแปลงฮาร์เวฟเล็ต A คือ 
ผลลัพธ์การแปลง NxN ที่มีฟังก์ชันการแปลงพื้นฐาน โดยที่ hk(Z) ก าหนดไว้ตามช่วงระยะเวลาเมื่อ 

Z∈ [0, 1] ส าหรับ k = 0, 1, 2, .., N-1 เมื่อ N = 2n เพ่ือที่จะสร้าง H โดยที่ k ถูกก าหนด k=2p+q-1 
โดยที่ 0 ≤ p ≤ n-1, q= 0 หรือ 1 ส าหรับ p=0 และ 1 ≤ q ≤ 2p กรณีที่ p≠0 ฟังก์ชันพื้นฐานการ
แปลงฮาร์เวฟเล็ตแสดงดังสมการที่ (1) และ (2) 

 

( ) ( )  0 00

1
    ,   0,  1h Z h z z

N
= =         (1) 

 
     (2) 

  
 

แถวที่ 3 ของ NxN เมทริกซ์การแปลงฮาร์เวฟเล็ตจะมีองค์ประกอบของ hi(Z) เมื่อ Z=0/N, 
1/N, 2/N, …, (N-1)/N สมมุติตัวอย่าง ขนาด NxN หรือ 4x4 เมทริกซ์ของการแปลงฮาร์เวฟเล็ต     
ดังสมการที่ (3) 

4

1 1 1 1

1 1 1 11

2 2 0 04

0 0 2 2

H

 
 

− −
 

=
 −
 
 − 

    (3) 

 
การแปลงเวฟเล็ตแบบแยกแต่ละแถวของภาพ จะถูกกรองด้วยตัวกรองความถี ่ต  ่าผ่าน    

(Low pass filter) และตัวกรองความถี่สูงผ่าน (High pass filter) โดยที่เอาต์พุตของตัวกรองแต่ละ
ตัวจะถูกสุ่มตัวอย่าง เพ่ือสร้างภาพระดับกลาง L และ H เมื่อ L คือ ภาพต้นฉบับที่กรองผ่านความถี่ต ่า
และสุ่มตัวอย่างในทิศทาง X และ H คือ ภาพต้นฉบับที่กรองผ่านความถี่สูงและสุ่มตัวอย่างในทิศทาง 
X หลังจากนั้นแต่ละคอลัมน์ของรูปภาพใหม่จะถูกกรองด้วยฟิลเตอร์ผ่านความถี่ต ่าและความถี่สูง   
(LH และ HH) และสุ่มตัวอย่างเพ่ือสร้างภาพย่อยจ านวนสี่ภาพ (LL, LH, HL และ HH) แสดงดังภาพที่ 
2 (ก) และภาพที่ถูกแบ่งทั้งสี่ส่วน สามารถน ามารวมกันเพื่อสร้างภาพที่ส่งออกโดยมีจ านวนตัวอย่าง
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เท่ากับภาพต้นฉบับ ดังภาพที่ 2 (ข) โดยที่ LL เป็นภาพต้นฉบับผ่านการกรองความถี่ต ่าในทิศทาง
แนวนอนและแนวตั้ง 

                         (ก)                              (ข)                              (ค) 

ภาพที่ 2  (ก)  1-Layer (Single level decomposition)  (ข) 2-Layer (Two level 

decomposition) (ค) 3-Layer (Three level decomposition)   

 

ภาพที่ 3 บล็อกไดอะแกรมการท างานการแปลงเวฟเล็ต 

 

ดังภาพที่ 3 ขั้นตอนต่อไปเมื่อ HL เป็นตัวกรองความถี่สูงผ่านในทิศทางแนวตั้งและ LH เป็น
ตัวกรองความถี่สูงผ่านในทิศทางแนวนอนและ HH เป็นตัวกรองความถี่สูงผ่านทั้งในทิศทางแนวนอน
และแนวตั้ง โดยภาพแถบความถี่ย่อยทั้ง 4 ภาพ ประกอบด้วยข้อมูลทั้งหมดที่มีอยู่ในภาพต้นฉบับ แต่
ลักษณะที่กระจัดกระจายของแถบย่อย LH, HL และ HH ที่อธิบายไว้ข้างต้นจะถูกน าไปใช้กับรูปภาพ 
LL อีกครั้ง ท าให้เกิดภาพแถบความถี่ย่อยใหม่ 4 ภาพ ดังภาพที่ 2 (ค) โดยงานวิจัยนี้เลือกใช้ ดังภาพ
ที่ 2 (ข) 2-Layer (Two level decomposition) 
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3.4 โครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Networks : 
CNNs) 

โครงข่ายประสาทเทียมแบบคอนโวลูช ัน (Y. Lecun, et al ., 1998) เป็นโมเดลการ       
เรียนรู้เชิงลึกที่ได้รับความนิยมในการประมวลผลภาพและวิดีโอ การออกแบบอาจประกอบไปด้วยหนึ่ง
ชั้นหรือหลายชั้นและประกอบรวมกับชั้นเชื่อมต่อสมบูรณ์ (Fully connected layer) ในชั้นสุดท้าย 
โดยให้ผลลัพธ์ที่ดีกว่าโครงสร้างการเรียนรู้เชิงลึกแบบอ่ืน ๆ แสดงดังภาพที่ 4 

 

 

 

 

 

 

ภาพที่ 4 สถาปัตยกรรมโครงข่ายประสาทเทียมแบบคอนโวลูชัน 

 

ในงานวิจัยนี้ได้ออกแบบสถาปัตยกรรมโครงข่ายประสาทเทียมแบบคอนโวลูชัน ดังภาพที่ 4 

โดยก าหนดขนาดของภาพส าหรับอินพุตขนาด 150x150 พิกเซล มีทั้งหมด 7 ชั้น ใช้ฟังก์ชันกระตุ้น 

ReLU (Rectified linear unit) มีพารามิเตอร์ทั้งหมด 1,081,025 พารามิเตอร์และคลาสที่ใช้ในการ

ท านายจ านวน 4 คลาส ประกอบด้วย ภาพใบปกติไม่ติดโรค ภาพใบโรคจุดตานก  ภาพใบโรคใบไหม้

และภาพใบโรคราแป้ง โดยวิธีที่เสนอในบทความนี้แสดงขั้นตอนการท างานประกอบด้วยขั้นตอนการ

ท างานหลัก 2 ขั้นตอน แสดงดังภาพที่ 5  

 

ภาพที่ 5 ขั้นตอนการการท างานการจ าแนกโรคบนใบสตรอเบอรี่ 

Input 
150x150 pixel 

CNNs 
6-Conv + Max 

2 Fully  

Preprocessing 
Haar wavelet 

 

Output 

โรคใบไหม้ 

256x256, 416x416 
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 จากภาพที่ 5 เริ่มต้นจากรับภาพอินพุตใบสตรอเบอรี่ขนาด 256x256 พิกเซลและ 416x416 

พิกเซล ท าการลดขนาดภาพและปรับปรุงภาพด้วยวิธีฮาร์เวฟเล็ต ด้วยขั้นตอนการลดขนาดของภาพ

เมื่อรายละเอียดภายในภาพมีขนาดเล็กและต้องท าการลดขนาดของภาพลง ก่อนส่งต่อไปยังโครงขา่ย

ประสาทแบบคอนโวลูชันที่ออกแบบไว้ หากภาพนั้นมีรายละเอียดไม่ชัดเจนอาจจะส่งผลอย่างมากต่อ

ประสิทธิภาพในการฝึกสอนและความแม่นย าในการท านายคลาสที่ก าหนดไว้  

 

3.4 การวัดประสิทธิภาพโมเดล 

การประเมินประสิทธิภาพของโมเดลในการจ าแนกข้อมูลจะใช้รูปแบบตาราง Confusion 

matrix (Tom Fawcett, 2006) โดยเป็นการวัดผลจากข้อมูลที่ได้ในการจ าแนกที่ถูกต้องและท าการ

สรุปผลของการจ าแนกที่ได้แสดงตัวอย่างดังตารางที่ 1 

 

ตารางท่ี 1 Confusion matrix 

ประเภทเหตุการณ์ 
ผลการจ าแนก (Predicted) 

ผลรวมการจ าแนก 
Negative (PN) Positive (PP) 

ผลที่เกิดขึ้น

(Actual) 

Negative (N) TN FP TN+FP 

Positive (P) FN TP FN+TP 

ผลรวมการจ าแนก TN+FN FP+TP TN+FN+FP+TP 

 
จากข้อมูลที่แสดงในตารางที่ 1 โดย 

    TP (True positive) คือ จ านวนภาพที่ถูกต้องที่ตรวจพบได้ถูกต้อง 
    TN (True negative) คือ จ านวนภาพที่ถูกต้องที่ตรวจพบไม่ถูกต้อง 
    FP (False positive) คือ จ านวนภาพที่ตรวจพบได้แต่ไม่ถูกต้อง 
    FN (False negative) คือ จ านวนภาพที่ตรวจพบไม่ได้แต่ถูกต้อง 

สามารถเขียนเป็นสมการในการค านวณเพ่ือประเมินประสิทธิภาพโมเดลได้ดังนี ้
 

100
TP TN

Accuracy
TP TN FP FN

+
=  

+ + +
    (4) 
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  TP
Precision

TP FP
=

+
     (5) 

 

     TP
Recall

TP FN
=

+
      (6) 

 

1 2
Precision Recall

F Score
Precision Recall

 
− = 

+
      (7) 

 
โดยสมการที่ (4) ค่า Accuracy คือ ค่าความถูกต้องในการจ าแนกภาพจากข้อมูลภาพทั้งหมด

ที่ใช้ในการทดสอบ สมการที่ (5) ค่า Precision คือ ค่าความแม่นย าในการท านายของกลุ่มเป้าหมาย 
สมการที่ (6) ค่า Recall คือ อัตราส่วนหรือจ านวนความถูกต้องในการจ าแนกข้อมูลกลุ่มเป้าหมายเป็น
จริง (True Positive Rate : TPR) สมการที่ (7) ค่า F1-Score คือ ค่าระหว่างความแม่นย าในการ
ท านายของกลุ่มเป้าหมาย (Precision) และจ านวนความถูกต้องในการจ าแนกข้อมูลกลุ่มเป้าหมาย 
(Recall)  

 
4. ผลการศึกษา 

การทดลองใช้วิธีแบ่งข้อมูลภาพทั้งหมดในสัดส่วน 70:15:15 ประกอบด้วยชุดข้อมูลส าหรับ

การฝึกสอน การทดสอบและชุดข้อมูลการตรวจสอบ ของข้อมูลภาพทั้ง 4 ชุด จ านวน 2,192 ภาพ 

ประกอบด้วย ชุดข้อมูลฝึกสอนจ านวน 1,534 ภาพ ชุดข้อมูลทดสอบจ านวน 329 ภาพและชุดข้อมูล

ตรวจสอบจ านวน 329 ภาพ โดยภาพที่ใช้ในการทดลองและทดสอบนั้นมีภาพอยู่ 2 ขนาดด้วยกัน คือ 

ขนาด 256x256 พิกเซลและ 416x416 พิกเซล จะต้องท าการปรับขนาดของภาพให้เท่ากันทั้งหมด

โดยขั้นตอนการใช้วิธีฮาร์เวฟเล็ตส าหรับท าการลดขนาดและปรับปรุงภาพ ท าการเปรียบเทียบกับการ

ลดขนาดภาพโดยไม่ใช้วิธ ีฮาร์เวฟเล็ต เพื ่อให้ได้ขนาดของภาพ 150x150 พิกเซล ก่อนน าไป

ประมวลผลในขั้นตอนต่อไป แสดงตัวอย่างดังภาพที่ 6         
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           (ก) ภาพต้นฉบับ          (ข) ภาพที่ไม่ใช้วิธีฮาร์เวฟเล็ต     (ค) ภาพที่ใช้วิธีฮาร์เวฟเล็ต 

ภาพที่ 6 ภาพตัวอย่างเปรียบเทียบการปรับลดขนาดกับภาพต้นฉบับ 

 

ดังภาพที่ 6 จะเห็นว่าเมื่อท าการลดขนาดภาพให้ได้ขนาด 150x150 พิกเซล ภาพที่ 6 (ข) 

ภาพที่ไม่ใช้วิธีฮาร์เวฟเล็ตมีความคมชัดต ่ากว่าภาพที่ 6 (ค) ภาพที่ใช้วิธีฮาร์เวฟเล็ต โดยสถาปัตยกรรม

โครงข่ายประสาทเทียมแบบคอนโวลูชันที่ออกแบบส าหรับการจ าแนกใบสตรอเบอรี่ ได้ก าหนดค่า

อัตราการเรียนรู้ (Learning rate) ที่ 0.001 ค่า Batch size (Kandel & Castelli, 2020) เท่ากับ 16 

และจ านวนรอบสูงสุดในการเรียนรู้ (Maximum epoch) จ านวน 300 และ 500 รอบ (Epoch) โดย

ท าการทดลองจ านวน 4 ครั้ง ผลลัพธ์ที่ได้แสดงดังภาพที่ 7 

 

      
(ก) จ านวน 300 รอบ (Epoch) ข้อมูลชุดที่ 1 ภาพปกติ 

ภาพที่ 7 กราฟผลลัพธ์จ านวนรอบการเรียนรู้ 300 และ 500 รอบ ของข้อมูลชุดที่ 1 และ 2 
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(ข) จ านวน 500 รอบ (Epoch) ข้อมูลชุดที่ 1 ภาพปกติ 

 

      
 (ค) จ านวน 300 รอบ (Epoch) ข้อมูลชุดที่ 2 ภาพที่ผ่านการปรับปรุงด้วยวิธีฮาร์เวฟเล็ต 

     
(ง) จ านวน 500 รอบ (Epoch) ข้อมูลชุดที่ 2 ภาพที่ผ่านการปรับปรุงด้วยวิธีฮาร์เวฟเล็ต 

ภาพที่ 7 กราฟผลลัพธ์จ านวนรอบการเรียนรู้ 300 และ 500 รอบ ของข้อมูลชุดที่ 1 และ 2 (ต่อ) 
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จากการทดลองดังภาพที่ 7 ได้ท าการสรุปในตารางที่ 2 เมื่อพิจารณาจากผลลัพธ์ที่ได้จะเห็น

ว่าจ านวนรอบการเรียนรู้ 500 รอบ มีความแม่นย าที่สูงกว่าจ านวนรอบการเรียนรู้ 300 รอบ แต่เวลา

ในการประมวลผลก็เพิ ่มขึ ้นเช่นกัน การปรับปรุงด้วยวิธีฮาร์เวฟเล็ตสามารถช่วยลดการสูญเสีย

รายละเอียดบางประการภายในภาพและยังคงมีรายละเอียดใกล้เคียงกับภาพต้นฉบับมากท่ีสุด โดยค่า 

Confusion Matrix ของการจ าแนกภาพเปรียบเทียบระหว่างข้อมูลชุดที่ 1 และ 2 แสดงดังภาพที่ 8 

 

       
        (ก)  จ านวน 300 รอบ ข้อมูลชุดที่ 1                  (ข) จ านวน 500 รอบ ข้อมูลชุดที่ 1 

 

       
       (ค) จ านวน 300 รอบ ข้อมูลชุดที่ 2                   (ง) จ านวน 300 รอบ ข้อมูลชุดที่ 2 

 
ภาพที่ 8 Confusion Matrix เปรียบเทียบการจ าแนก (ก) - (ข) ข้อมูลชุดที่ 1 ภาพปกติ              

(ค) - (ง) ข้อมูลชุดที่ 2 ภาพที่ใช้วิธีฮาร์เวฟเล็ต 
 

ดังภาพที่ 8 (ก) จะเห็นว่า ค่า TP เทากับ 2,074 คา TN เทากับ 97 และภาพท่ี 8 (ค) ค่า TP 
เท่ากับ 2,098 เพิ่มขึ้นและค่า TN เท่ากับ 84 ลดลง ส าหรับรอบการเรียนรู้ 300 รอบ และรอบการ
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เรียนรู้จ านวน 500 รอบ ดังภาพที่ 8 (ข)  ค่า TP เทากับ 2,101 คา TN เทากับ 85 และภาพที่ 8 (ง) 
ค่า TP เทากับ 2,139 มีค่าเพิ่มขึ้นและคา TN เทากับ 57 มีค่าที่ลดลง จากนั้นท าการค านวณหาคา 
Accuracy,  Loss,  Recall  และ F1 Score  โดยแสดงดังตารางที่ 2 
 
ตารางท่ี 2 แสดงการเปรียบเทียบผลการทดลองการจ าแนกโรคบนใบสตรอเบอรี่ 

ชุดข้อมูล/ผลการทดลอง ข้อมูลชุดที่ 1 ภาพปกติ 
ข้อมูลชุดที่ 2 ภาพที่ใช้วิธี

ฮาร์เวฟเล็ต 

30
0 

รอ
บ 

(E
po

ch
) 

Accuracy 94.61 96.08 
Loss 0.86 1.85 

Recall 94.78 96.22 
F1-Score 94.89 96.33 

เวลาประมวลผล (นาที) 45 36 

50
0 

รอ
บ 

(E
po

ch
) 

Accuracy 95.59 97.44 
Loss 1.24 2.10 

Recall 95.62 97.56 

F1-Score 95.65 97.63 
เวลาประมวลผล (นาที) 68 62 

 
จากข้อมูลตารางที่ 2 ผลการทดลองประเมินประสิทธิภาพการจ าแนกโรคบนใบสตรอเบอรี่ 

พบว่าวิธีที่เสนอข้อมูลชุดที ่ 2 ภาพที่ใช้วิธีฮาร์เวฟเล็ต ส่งผลให้ได้ค่า Accuracy, Recall และ         
F1-Score สูงกว่าข้อมูลชุดที่ 1 ภาพปกติ โดยค่า F1-Score จะสูงกว่า Accuracy ซึ่งแสดงถึงการไม่
เบี่ยงเบนไปยังคลาสหรือชุดข้อมูลภาพใบสตรอเบอรี่ที่มีจ านวนภาพมากกว่า ทั้งในกรณีจ านวนรอบ
การเรียนรู้ที่ 300 และ 500 รอบ การเพิ่มจ านวนรอบการเรียนรู้ช่วยเพิ่มประสิทธิภาพส าหรับการ
จ าแนกของโมเดลทั้ง 2 ชุดข้อมูล อีกทั้งเวลาในการประมวลผลลดลงเมื่อใช้ข้อมูลชุดที่ 2 ภาพที่ใช้   
วิธีฮาร์เวฟเล็ต โดยเฉพาะจ านวนรอบการเรียนรู้ที่ 300 รอบ ใช้เวลาในการประมวลผล 36 นาที 
 

5. สรุปผลและอภิปรายผล 

จากการทดลองพบว่าการจ าแนกโรคบนใบสตรอเบอรี่จากชุดข้อมูลภาพจ านวน 4 ชุด ซึ่ง

ประกอบด้วยชุดข้อมูลภาพใบสตรอเบอรี่ปกติที่ไม่ติดโรค โรคจุดตานก โรคใบไหม้ และโรคราแป้ง 

โดยท าการเปรียบเทียบกับข้อมูลชุดที่ 1 ภาพปกติและข้อมูลชุดที่ 2 ภาพที่ผ่านการปรับปรุงด้วยวิธี
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ฮาร์เวฟเล็ต โดยท าการทดลองจ านวน 4 ครั้ง จากข้อมูลตารางที่ 2 พบว่าข้อมูลชุดที่ 2 ภาพที่ผ่าน

การปรับปรุงด้วยวิธีฮาร์เวฟเล็ตให้ค่า Accuracy และ F1-Score สูงกว่าทั้งจ านวนรอบการเรียนรู้ 

300 และ 500 รอบ โดยภาพที่ผ่านการปรับปรุงด้วยวิธีฮาร์เวฟเล็ตที่จ านวนรอบการเรียนรู้ 300 รอบ 

ค่า Accuracy จากร้อยละ 94.61 เพิ่มเป็นร้อยละ 96.08 ค่า F1-Score จากร้อยละ 94.89 เพิ่มเป็น

ร้อยละ 96.33 ใช้เวลาในการประมวลผล 36 นาที ซึ่งน้อยกว่าข้อมูลชุดที่ 1 ภาพปกติที่ใช้เวลา

ประมวลผล 45 นาที และเมื่อเพิ่มจ านวนรอบการเรียนรู้เป็น 500 รอบ ค่า Accuracy จากร้อยละ 

95.59 เพ่ิมเป็นร้อยละ 97.44 ค่า F1-Score จากร้อยละ 95.65 เพ่ิมเป็นร้อยละ 97.63 โดยข้อมูลชุด

ที่ 2 ภาพที่ใช้วิธีฮาร์เวฟเล็ตใช้เวลาประมวลผล 62 นาที ในขณะที่ข้อมูลชุดที่ 1 ภาพปกติใช้เวลา

ประมวลผล 68 นาที แสดงให้เห็นว่าภาพที่ใช้วิธีฮาร์เวฟเล็ตสามารถเพิ่มประสิทธิภาพในการจ าแนก

และลดเวลาในการประมวลผลสอดคล้องกับงานวิจัยของ Wiangsamut, et al. (2017) และ 

Sripuangsuwan, et al. (2024) ซึ่งการใช้โครงข่ายประสาทเทียมแบบคอนโวลูชันเมื่อเพิ่มจ านวน

รอบการเรียนรู้เพิ่มมากขึ้น ส่งผลให้มีความแม่นย าเพิ่มขึ้นเช่นเดียวกับงานวิจัยของ นัศพ์ชาณัณ 

ชินปัญช์ธนะ (2566) ถึงแม้ว่าค่า Loss จะเพิ่มขึ้นก็ตามด้วยจ านวนรอบการเรียนรู้ที่แตกต่างกันทั้ง

จ านวน 300 และ 500 รอบ จากความไม่สมดุลของจ านวนข้อมูลภาพใบสตรอเบอรี่ในแต่ละโรคที่มี

จ  านวนไม่เท่ากัน เพราะท าการค านวณจากการปรับค่าการท านายแต่ละครั ้ง และโดยรวมค่า          

F1-Score จากผลการทดลองทั้ง 4 ครั้ง สูงกว่าค่า Accuracy ซึ่งแสดงให้เห็นถึงความสมดุลที่ดี

ระหว่างค่า Precision และค่า Recall ท าให้เป็นตัวชี้วัดที่เหมาะสมส าหรับการประเมินโมเดลที่ไดท้ า

การออกแบบส าหรับการจ าแนกโรคบนใบสตรอเบอรี่ที่มีลักษณะของโรคท่ีแตกต่างกัน  

ส าหรับการศึกษาและการด าเนินการวิจัยต่อไปเพื่อปรับปรุงประสิทธิภาพการจ าแนกเพื่อให้

ได้ผลลัพธ์ความแม่นย าที่สูงขึ้นและเป็นแนวทางส าหรับผู้ที่สนใจเพื่อเพิ่มความแม่นย าในการจ าแนก

โรคบนใบสตรอเบอรี่ ซึ ่งช่วยในการวินิจฉัยและการจัดการโรคได้อย่างมีประสิทธิภาพ ลดการใช้

สารเคมีโดยไม่จ าเป็น เนื่องจากการตรวจจับโรคที่ถูกต้องและรวดเร็ว สามารถช่วยเกษตรกรในการ

เพิ่มผลผลิตและลดการสูญเสียจากโรคพืช ควรด าเนินการเก็บรวบรวมภาพใบสตรอเบอรี่ให้มากขึ้น

และหลากหลายสายพันธุ ์ โดยเฉพาะสายพันธุ ์ที ่เพาะปลูกในประเทศไทยตลอดจนการใช้กล้อง

ถ่ายภาพที่มีความคมชัดสูงที่สามารถแสดงรายละเอียดภายในภาพได้ชัดเจน จึงเป็นอีกแนวทางหนึ่งที่

ผู้วิจัยคิดว่าน่าจะก่อให้เกิดประโยชน์ต่อผู้ที่สนใจและน าไปพัฒนาต่อไปได้ 
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